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1. Introduction

L’industrialisation de l’intelligence artificielle transforme la nature des métiers
techniques. Une organisation peut disposer de données, de modèles et d’outils d’IA sans
être capable de les transformer en services fiables. Cette leçon étudie trois fonctions
complémentaires : AI Engineer, Machine Learning Engineer et MLOps. Elles interviennent
entre la conception d’une solution, son intégration dans un produit et son exploitation
durable. L’objectif est de comprendre leurs responsabilités, leurs compétences, leurs
méthodes de travail et leurs trajectoires professionnelles.

2. Objectifs pédagogiques

À la fin de la leçon, l’apprenant doit pouvoir distinguer les trois métiers, expliquer
leur articulation, identifier leurs livrables, analyser une architecture simple d’IA et
proposer une démarche de mise en production. Il doit également comprendre les enjeux de
qualité, sécurité, coûts, supervision, documentation et gouvernance. La compétence
recherchée n’est pas la mémorisation d’une liste d’outils, mais la capacité à raisonner
sur un système complet.

3. De l’expérimentation au produit

Un prototype d’intelligence artificielle peut fonctionner dans un environnement contrôlé
et échouer dès qu’il rencontre des données nouvelles, des volumes élevés ou des
contraintes de sécurité. Le passage au produit exige reproductibilité, tests, gestion
des versions, observabilité et procédures de retour arrière. Cette transition explique
pourquoi les métiers d’ingénierie sont devenus essentiels. Une solution professionnelle
doit rester utile après son lancement et pouvoir évoluer sans dégrader le service.

4. Définir l’AI Engineer

L’AI Engineer conçoit et intègre des fonctionnalités d’intelligence artificielle dans
des applications. Son travail peut inclure l’utilisation de modèles existants, la
conception de chaînes de traitement, l’intégration d’API, la gestion des prompts, la
recherche augmentée par récupération, l’orchestration d’agents et l’évaluation des
sorties. Il travaille à l’interface entre IA, logiciel, produit et utilisateurs. Son
succès se mesure à la valeur réellement fournie par l’application.

5. Activités quotidiennes de l’AI Engineer

Une journée peut commencer par l’analyse d’un besoin métier, se poursuivre par un test
de modèle puis par l’écriture d’un service logiciel. L’ingénieur peut également analyser
des erreurs, améliorer une consigne, réduire une latence ou documenter une interface. Il
collabore avec développeurs, data scientists, experts métier et responsables sécurité.
La polyvalence est donc centrale : comprendre suffisamment l’IA pour prendre de bonnes
décisions sans négliger les exigences du génie logiciel.

6. Compétences de l’AI Engineer



Les compétences comprennent programmation, API, bases de données, architecture
logicielle, traitement des données, tests et déploiement. Des connaissances en
apprentissage automatique facilitent la compréhension des limites des modèles. Les
compétences relationnelles sont également importantes : reformuler un besoin, expliquer
un compromis et négocier une priorité. Un bon AI Engineer sait surtout construire des
solutions maintenables plutôt que multiplier les démonstrations technologiques.

7. Définir le Machine Learning Engineer

Le Machine Learning Engineer se concentre davantage sur le cycle de vie des modèles
d’apprentissage automatique. Il prépare les conditions techniques permettant
d’entraîner, valider, déployer et mettre à jour les modèles. Il travaille avec les data
scientists sur la reproductibilité des expériences et avec les équipes opérationnelles
sur la robustesse du service. Son rôle est particulièrement important lorsque les
modèles deviennent nombreux, fréquents à mettre à jour ou critiques pour l’activité.

8. Le cycle de vie d’un modèle

Un modèle suit généralement plusieurs étapes : formulation du problème, collecte et
préparation des données, entraînement, validation, évaluation, empaquetage, déploiement,
surveillance et réentraînement. Chaque étape produit des artefacts qui doivent être
identifiés et versionnés. Une erreur au début peut se propager jusqu’au service final.
La discipline consiste donc à rendre le cycle observable et reproductible afin qu’une
équipe puisse comprendre pourquoi un modèle a produit un résultat donné.

9. Données, features et pipelines

La qualité du modèle dépend fortement de la qualité des données. Les pipelines doivent
contrôler formats, valeurs manquantes, doublons, distributions et cohérence temporelle.
Les variables utilisées par le modèle doivent être documentées. Une feature peut être
pertinente en laboratoire et indisponible en production : ce problème est connu comme le
décalage entre entraînement et service. L’ingénieur doit donc concevoir une chaîne de
données compatible avec les contraintes réelles de l’application.

10. Entraînement et reproductibilité

Reproduire une expérience signifie pouvoir retrouver les données, le code, les
paramètres, la version du modèle et les conditions qui ont produit un résultat. Les
environnements virtuels, fichiers de configuration, gestion de versions et registres
d’artefacts contribuent à cette discipline. La reproductibilité permet de comparer deux
versions et d’identifier les causes d’une amélioration ou d’une régression. Elle
constitue une condition importante de la qualité professionnelle.

11. Validation des modèles

La validation ne consiste pas uniquement à rechercher une bonne métrique. Il faut
choisir une mesure adaptée au problème, vérifier les performances sur des données
représentatives et analyser les erreurs par segment. Un modèle de détection peut avoir
une excellente précision globale et rester mauvais pour une population particulière. Les
tests doivent donc combiner métriques quantitatives, scénarios métiers et contrôles de
sécurité. La validation est une décision technique et organisationnelle.



12. Déploiement d’un modèle

Un modèle peut être déployé sous forme de service, intégré à une application ou exécuté
périodiquement. Le choix dépend de la latence, du volume, du coût et de la fréquence de
mise à jour. L’architecture doit prévoir la gestion des erreurs, l’authentification, les
limites de requêtes et les journaux. Un déploiement réussi n’est pas seulement celui qui
fonctionne le premier jour : il doit rester opérable lorsque les conditions changent.

13. Comprendre le MLOps

MLOps désigne un ensemble de pratiques visant à fiabiliser et automatiser le cycle de
vie des systèmes d’apprentissage automatique. Il rapproche les disciplines du machine
learning et des opérations logicielles. Les principes incluent automatisation,
intégration continue, déploiement contrôlé, suivi des données et modèles, surveillance
et gouvernance. MLOps n’est donc pas un logiciel unique. C’est une organisation du
travail soutenue par des outils adaptés au contexte.

14. Le rôle du MLOps Engineer

Le MLOps Engineer construit l’infrastructure et les processus qui rendent les systèmes
de ML exploitables. Il travaille sur les pipelines, l’automatisation, les
environnements, les registres, le déploiement, la supervision et les politiques d’accès.
Il doit comprendre suffisamment le machine learning pour savoir quels événements
surveiller. Son rôle est de réduire les opérations manuelles et d’augmenter la capacité
de l’équipe à livrer des modèles fiables.

15. CI/CD appliqué au machine learning

L’intégration et le déploiement continus doivent être adaptés aux particularités des
modèles. Une modification du code peut changer les prédictions, mais une modification
des données peut aussi modifier le comportement. Les pipelines peuvent donc intégrer
tests unitaires, tests de données, tests de modèles et tests d’intégration. Une
promotion vers la production peut être conditionnée par des seuils définis à l’avance.
Cette approche réduit les mises en production improvisées.

16. Versionnement du code, des données et des modèles

Le code est généralement versionné avec Git, mais un système ML exige davantage. Il faut
aussi identifier les jeux de données, paramètres, modèles et configurations. Le but est
de répondre à des questions pratiques : quelle version est actuellement en production ?
avec quelles données a-t-elle été entraînée ? quel code l’a produite ? quelles métriques
avait-elle ? Le versionnement rend possible l’audit, la comparaison et le retour à une
version stable.

17. Registres de modèles

Un registre de modèles permet de gérer les versions et les étapes de validation. Un
modèle peut être expérimental, candidat, approuvé ou retiré. Cette formalisation évite
qu’un fichier inconnu soit directement déployé. Elle permet également d’associer des
métadonnées, des métriques et des responsables. Dans une grande organisation, le
registre devient un point de coordination entre science des données, ingénierie,



sécurité et gouvernance.

18. Conteneurs et environnements

Les conteneurs facilitent la reproductibilité en regroupant une application et ses
dépendances dans une unité déployable. Ils réduisent les écarts entre développement et
production, mais ne résolvent pas tous les problèmes. Il faut toujours gérer secrets,
réseau, stockage, versions et ressources. L’ingénieur choisit le niveau de complexité
approprié. Une petite application peut nécessiter une architecture simple, tandis qu’un
système à grande échelle demande une orchestration plus robuste.

19. Cloud, calcul et coûts

Les systèmes d’IA consomment des ressources variables. Le calcul peut être CPU ou GPU,
local ou distant. Le choix doit tenir compte de la performance, de la disponibilité, de
la confidentialité et du coût total. Un modèle très puissant n’est pas nécessairement la
meilleure solution si un modèle plus léger répond au besoin. L’ingénieur doit donc
raisonner en coût par utilisateur, coût par requête, temps de réponse et valeur créée.

20. Observabilité

Observer un système signifie pouvoir comprendre son état à partir de mesures, journaux
et traces. Pour une application d’IA, il faut surveiller au minimum disponibilité,
latence, erreurs, volumes de requêtes et consommation de ressources. Pour les modèles,
on ajoute qualité des prédictions, dérive des données et changements de distribution.
Une bonne observabilité permet de détecter un problème avant qu’il ne devienne une
interruption majeure du service.

21. Dérive des données et des modèles

Les données utilisées dans le monde réel changent. Les habitudes des clients, les prix,
les comportements et les contextes peuvent évoluer. Un modèle auparavant performant peut
donc perdre de sa pertinence. La dérive doit être détectée à partir d’indicateurs
appropriés et reliée à des décisions : investigation, réentraînement, changement de
variables ou remplacement du modèle. La surveillance est ainsi directement liée à la
stratégie de maintenance.

22. Sécurité des systèmes d’IA

La sécurité couvre les accès, les secrets, les dépendances, les données et les
interfaces. Un service d’IA exposé sur Internet doit limiter les requêtes abusives et
protéger les informations sensibles. Les modèles peuvent également être confrontés à des
entrées malveillantes ou à des tentatives de contournement. L’ingénieur doit intégrer la
sécurité dès la conception plutôt que comme une étape finale. Les journaux doivent
eux-mêmes respecter les règles de confidentialité.

23. Protection des données personnelles

Un système d’IA peut traiter des données personnelles directement ou indirectement. La
minimisation consiste à ne collecter que ce qui est nécessaire. Les équipes doivent
définir les finalités, les durées de conservation, les accès et les mesures de
protection. Les données d’entraînement doivent également être examinées afin de limiter



les informations inutiles. La conformité juridique dépend du pays et du contexte, mais
la bonne pratique technique consiste toujours à réduire l’exposition.

24. IA responsable et qualité

La responsabilité ne se réduit pas à une déclaration éthique. Elle doit être traduite en
contrôles opérationnels : tests de biais, analyse des erreurs, mécanismes de recours,
documentation et supervision humaine lorsque nécessaire. Les critères de qualité doivent
être définis avant le déploiement. Une équipe peut alors arbitrer entre performance,
coût, explicabilité et risque. Cette démarche transforme des principes abstraits en
exigences vérifiables.

25. AI Engineer, ML Engineer et MLOps : différences

L’AI Engineer construit surtout des fonctionnalités intelligentes intégrées dans des
produits. Le Machine Learning Engineer industrialise les modèles et leur cycle de vie.
Le MLOps Engineer construit les processus et l’infrastructure permettant d’exploiter ces
modèles de façon répétable. Dans les petites équipes, une personne peut exercer
plusieurs rôles. Dans les grandes organisations, les responsabilités sont davantage
spécialisées. Les frontières varient donc selon la taille et la maturité de
l’organisation.

26. Collaboration avec le Data Scientist

Le Data Scientist explore les données, formule des hypothèses, construit des modèles et
évalue leur pertinence. L’ingénieur transforme ensuite ces travaux en composants
exploitables. La collaboration fonctionne lorsque les livrables sont documentés :
données utilisées, variables, métriques, limites, dépendances et conditions d’exécution.
Le passage de l’expérimentation au produit ne doit pas être une remise de fichier. Il
doit être un transfert contrôlé et reproductible.

27. Collaboration avec les développeurs

Les développeurs apportent leur expertise du produit, des interfaces et des
architectures logicielles. L’équipe IA doit respecter les conventions du projet : tests,
revue de code, documentation et gestion des versions. Les API doivent être conçues
autour de contrats clairs. Une fonctionnalité d’IA ne doit pas devenir une boîte noire
impossible à maintenir. Le dialogue entre spécialistes évite également de construire un
modèle pour un problème que le produit ne nécessite pas.

28. Cas professionnel : prévision des ventes

Une entreprise souhaite prévoir la demande hebdomadaire. Le Data Scientist étudie les
historiques et propose un modèle. Le Machine Learning Engineer prépare les données et le
pipeline d’entraînement. Le MLOps Engineer automatise le déploiement et la surveillance.
L’AI Engineer intègre les prédictions dans le tableau de bord commercial. Le projet
réussit seulement si les quatre dimensions fonctionnent ensemble : qualité analytique,
robustesse technique, exploitation et utilité métier.

29. Cas professionnel : ONG et aide humanitaire

Une ONG peut utiliser des modèles pour anticiper les besoins logistiques. Les données



peuvent provenir de stocks, distributions, déplacements et informations territoriales.
Le système doit intégrer des contrôles de qualité et des mécanismes permettant aux
responsables de contester une prédiction. Dans un contexte humanitaire, une erreur peut
avoir des conséquences importantes. La conception doit donc privilégier transparence,
supervision et sécurité plutôt qu’une automatisation aveugle.

30. Cas professionnel : administration publique

Une administration souhaite automatiser le classement de demandes. L’AI Engineer
construit le service, le ML Engineer prépare le modèle et le MLOps Engineer organise son
exploitation. Le projet doit prévoir traçabilité, contrôle d’accès et possibilité de
traitement humain. La performance ne doit pas être évaluée uniquement par le taux
d’automatisation. Il faut aussi mesurer les erreurs, les délais et l’équité de
traitement.

31. Méthode de conception d’un projet IA

Une démarche professionnelle commence par le problème métier, puis définit les
utilisateurs, les contraintes et les critères de succès. Viennent ensuite les données
disponibles, l’architecture, le choix du modèle, le plan de tests et le plan de
déploiement. Le projet doit prévoir un prototype limité avant une industrialisation
progressive. Cette méthode réduit le risque de dépenser des ressources importantes avant
d’avoir démontré la valeur.

32. Tests logiciels et tests IA

Les tests logiciels vérifient le comportement des composants. Les tests IA doivent
également vérifier les propriétés des données et des sorties. On peut tester des
exemples représentatifs, des cas limites, des entrées invalides et des scénarios de
régression. Pour une application générative, l’évaluation peut combiner critères
automatiques et jugement humain. Les tests doivent être versionnés afin de pouvoir
comparer les évolutions du système.

33. Gestion des incidents

Un système d’IA peut connaître une panne technique ou une dégradation de qualité.
L’équipe doit définir des seuils d’alerte, des responsables, une procédure d’escalade et
un plan de retour arrière. Lors d’un incident, il faut préserver les traces utiles sans
exposer de données sensibles. Après résolution, une analyse de cause racine permet
d’améliorer le système. La culture d’incident vise l’apprentissage collectif plutôt que
la recherche d’un responsable individuel.

34. Documentation professionnelle

La documentation doit permettre à une autre personne de comprendre le système sans
dépendre de son auteur. Elle peut décrire architecture, données, modèles, paramètres,
interfaces, procédures de déploiement, contrôles et limites. Les documents doivent être
maintenus avec le produit. Une documentation obsolète devient une source de risque. Le
professionnel doit donc considérer la documentation comme un livrable technique et non
comme une tâche secondaire.

35. Portfolio de l’AI Engineer



Un portfolio efficace montre des projets fonctionnels plutôt qu’une longue liste de
technologies. Il peut présenter une application utilisant une API de modèle, un système
de recherche augmentée, un service de classification ou un assistant métier. Chaque
projet doit expliquer le problème, l’architecture, les choix, les tests et les limites.
Le candidat gagne à montrer sa capacité à passer du prototype à une solution utilisable.

36. Portfolio du Machine Learning Engineer

Le portfolio peut présenter un pipeline de données, un entraînement reproductible, un
registre de modèles et un service de prédiction. Les métriques doivent être expliquées
et les compromis documentés. Il est pertinent de montrer une stratégie de validation et
une procédure de mise à jour. Le recruteur doit pouvoir constater que le candidat sait
gérer le cycle de vie complet plutôt que simplement entraîner un modèle dans un
notebook.

37. Portfolio MLOps

Un portfolio MLOps peut démontrer automatisation, tests, déploiement et observabilité.
Une architecture simple mais cohérente est préférable à une accumulation d’outils. Le
candidat peut expliquer comment une modification est testée, validée, déployée puis
surveillée. Il doit également montrer comment une version précédente peut être
restaurée. La compétence principale est la fiabilité opérationnelle.

38. Compétences transversales

Les métiers d’ingénierie IA exigent communication, résolution de problèmes, gestion du
temps et apprentissage continu. Les technologies évoluent rapidement, mais les principes
d’architecture, de test, de sécurité et de documentation restent essentiels. Le
professionnel doit savoir demander de l’aide, expliquer une limite et reconnaître une
incertitude. Ces comportements réduisent les risques dans des projets où les erreurs
peuvent être coûteuses.

39. Outils et choix technologiques

Les outils courants couvrent programmation, contrôle de versions, conteneurisation,
bases de données, orchestration, suivi d’expériences, registres et observabilité. Aucun
outil n’est universellement meilleur. Le choix dépend de la taille de l’équipe, des
contraintes d’infrastructure, des compétences disponibles, du budget et du niveau de
criticité. Une architecture professionnelle évite la dépendance inutile à une
technologie lorsque celle-ci n’apporte pas de valeur proportionnelle.

40. Évolution avec l’IA générative

L’IA générative rapproche certains travaux d’ingénierie du langage naturel, mais elle ne
supprime pas les besoins d’architecture et de contrôle. Les assistants peuvent accélérer
le développement, la documentation et les tests, tandis que l’ingénieur conserve la
responsabilité de vérifier le résultat. Les systèmes génératifs introduisent aussi de
nouvelles exigences : évaluation des réponses, gestion du contexte, sécurité des prompts
et contrôle des coûts. Le métier évolue donc vers davantage de supervision intelligente.

41. Trajectoire professionnelle



Un débutant peut commencer par la programmation, les données et les bases du machine
learning. Il peut ensuite construire de petits services, apprendre le déploiement et
approfondir les systèmes distribués. Une trajectoire vers MLOps demande également des
connaissances d’infrastructure et d’automatisation. Une trajectoire AI Engineer peut
accentuer produit, intégration et IA générative. L’important est de construire
progressivement des preuves concrètes de compétence.

42. Plan de progression sur douze mois

Les trois premiers mois peuvent être consacrés à Python, Git, bases de données et
statistiques. Les mois suivants peuvent introduire machine learning, API et conteneurs.
Une troisième période peut porter sur CI/CD, monitoring et déploiement. Les derniers
mois peuvent être consacrés à un projet complet documenté. Chaque période doit produire
un livrable. Cette stratégie transforme l’apprentissage en portfolio et permet
d’identifier rapidement les lacunes.

43. Exercice d’analyse d’architecture

Considérez une application qui reçoit des demandes utilisateurs, appelle un modèle,
enregistre les résultats et fournit une réponse. Identifiez les composants nécessaires,
les données sensibles, les points de défaillance et les métriques à surveiller. Proposez
ensuite une stratégie de tests avant mise en production. L’exercice vise à faire
raisonner l’apprenant comme un ingénieur responsable d’un service et non comme un simple
utilisateur de modèle.

44. Étude de cas intégrée

Une entreprise veut automatiser l’analyse de tickets clients. L’AI Engineer conçoit
l’intégration avec le système de support. Le Machine Learning Engineer prépare la
classification et son pipeline. Le MLOps Engineer organise entraînement, déploiement,
monitoring et retour arrière. L’équipe métier définit les catégories et vérifie les
erreurs. Le projet doit inclure un traitement humain pour les cas incertains. Cette
étude illustre la complémentarité des trois métiers.

45. Travail individuel

Choisissez une organisation réelle ou fictive et proposez un projet d’IA. Décrivez le
problème, les utilisateurs, les données, l’architecture, le modèle, les étapes de
validation, le déploiement, les indicateurs et les risques. Répartissez ensuite les
responsabilités entre AI Engineer, Machine Learning Engineer, MLOps Engineer et Data
Scientist. Justifiez chaque choix. Le travail doit être présenté sous forme d’un
mini-dossier professionnel structuré.

46. Préparation à l’évaluation continue

Pour préparer l’évaluation, l’apprenant doit savoir définir les trois métiers, expliquer
le cycle de vie d’un modèle, distinguer entraînement et production, reconnaître la
dérive, expliquer CI/CD et identifier les fonctions de l’observabilité. Il doit
également être capable d’analyser un cas professionnel et de choisir une organisation de
travail cohérente. Les réponses doivent être justifiées par des concepts et non par la
simple récitation de définitions.



47. Ressources vidéo et approfondissement

Pour approfondir, l’apprenant peut consulter des conférences universitaires et
professionnelles sur le machine learning engineering, le déploiement de modèles,
l’ingénierie logicielle, l’observabilité et MLOps. Il est recommandé de privilégier les
ressources institutionnelles et les documentations officielles. Lors du visionnage,
l’apprenant doit relever les problèmes traités, les architectures proposées, les
compromis et les limites. La vidéo devient ainsi un support d’analyse et non un simple
contenu de consommation.

48. Bibliographie et synthèse

Références recommandées : Martin Kleppmann, Designing Data-Intensive Applications ; Chip
Huyen, Designing Machine Learning Systems ; Emmanuel Ameisen, Building Machine Learning
Powered Applications ; Google, documentation sur le Machine Learning et le déploiement ;
Microsoft, documentation Azure Machine Learning ; AWS, documentation Machine Learning et
MLOps ; O’Reilly, ressources consacrées à l’ingénierie des données et du ML. En
synthèse, l’AI Engineer construit des fonctionnalités intelligentes, le Machine Learning
Engineer industrialise les modèles et le MLOps Engineer fiabilise leur exploitation. Ces
rôles sont complémentaires et peuvent être regroupés ou séparés selon la maturité de
l’organisation.
La maîtrise professionnelle repose sur la capacité à relier données, modèles, logiciel,
infrastructure, sécurité, gouvernance et valeur métier.

49. Architecture de référence d’un service ML

Une architecture de référence peut comprendre une source de données, un pipeline de
préparation, un espace d’entraînement, un registre de modèles, une interface de service
et un système de supervision. Chaque composant doit avoir une responsabilité clairement
définie. Cette séparation facilite les tests et permet de remplacer une technologie sans
reconstruire toute la solution. L’architecture doit aussi préciser les flux de données,
les droits d’accès et les conditions de conservation. Avant de choisir un produit
particulier, l’équipe doit définir les besoins fonctionnels et non fonctionnels.

50. Latence, disponibilité et scalabilité

Trois contraintes opérationnelles sont particulièrement importantes : le temps de
réponse, la disponibilité et la capacité à absorber une hausse de charge. Une
application interactive peut nécessiter une réponse rapide, alors qu’un traitement
nocturne accepte davantage de délai. La scalabilité peut être verticale ou horizontale
selon le service. L’ingénieur doit mesurer les performances plutôt que les supposer. Les
tests de charge permettent d’identifier les goulots d’étranglement avant le lancement et
de dimensionner raisonnablement l’infrastructure.

51. Gestion des secrets et des accès

Les clés d’API, mots de passe et certificats ne doivent pas être intégrés directement au
code source. Ils doivent être stockés dans des mécanismes appropriés et accessibles
uniquement aux composants qui en ont besoin. Le principe du moindre privilège réduit
l’impact d’une compromission. Les comptes de service doivent être identifiables et leurs
permissions régulièrement revues. Une bonne pratique consiste également à prévoir la



rotation des secrets et la révocation rapide d’un accès devenu inutile.

52. Gestion des coûts des modèles

Le coût d’un système dépend du volume de données, de la fréquence d’entraînement, de la
puissance de calcul et du nombre de requêtes. Une solution professionnelle associe donc
indicateurs techniques et indicateurs financiers. L’équipe peut comparer plusieurs
modèles selon leur rapport coût-performance. La mise en cache, la réduction des appels
inutiles, l’utilisation de modèles plus légers et l’optimisation des traitements peuvent
réduire la facture. La maîtrise des coûts fait partie du métier d’ingénieur.

53. Qualité des données en production

La qualité des données doit être surveillée après la mise en service. Des valeurs
inattendues, des colonnes manquantes ou une modification de fréquence peuvent rendre un
modèle moins fiable. Des contrôles automatiques peuvent vérifier types, plages, taux de
valeurs manquantes et distributions. Les alertes doivent être reliées à des procédures
d’action. Sans cette boucle, une équipe peut continuer à servir des prédictions
dégradées sans en avoir conscience.

54. Human-in-the-loop

Certains processus ne doivent pas être entièrement automatisés. Un mécanisme
human-in-the-loop permet de transmettre à un professionnel les cas incertains ou
sensibles. Les décisions humaines peuvent ensuite enrichir les données et contribuer à
améliorer le système. Il faut toutefois définir des règles précises : quels cas sont
escaladés, qui décide, quel délai est acceptable et comment l’intervention est
enregistrée. Cette organisation associe efficacité de l’automatisation et responsabilité
humaine.

55. Évaluation avant lancement

Avant un lancement, l’équipe peut utiliser une liste de contrôle : objectif métier
confirmé, données validées, modèle évalué, tests de sécurité réalisés, performance
mesurée, coûts estimés, documentation disponible et responsable opérationnel identifié.
Une mise en production progressive peut limiter les risques. Par exemple, le service
peut être proposé à un petit groupe avant extension. Les retours de cette phase doivent
être analysés avant de généraliser le déploiement.

56. Gouvernance et traçabilité

La gouvernance définit qui peut modifier un modèle, qui approuve une mise en production
et qui peut arrêter un service. La traçabilité permet de retrouver les changements
importants. Ces mécanismes sont particulièrement utiles lorsque l’IA intervient dans des
domaines réglementés ou sensibles. La gouvernance ne doit pas bloquer l’innovation ;
elle doit rendre les responsabilités visibles et les décisions réversibles lorsque cela
est possible.

57. Comparer une solution artisanale et une solution industrialisée

Une solution artisanale peut être suffisante pour un prototype ou un faible volume. Elle
devient risquée lorsque plusieurs utilisateurs dépendent du service. Une solution



industrialisée ajoute automatisation, tests, supervision, gestion des versions et
procédures de reprise. L’objectif n’est pas de complexifier systématiquement. Il faut
adapter le niveau d’ingénierie au niveau de risque, au volume, au coût d’une panne et à
la durée prévue du projet.

58. Exercice pratique : plan de mise en production

Imaginez un modèle qui classe automatiquement des demandes de financement. Établissez
une liste de dix contrôles avant production. Identifiez ensuite cinq indicateurs à
surveiller quotidiennement et trois situations nécessitant une intervention humaine.
Enfin, proposez une procédure de retour à la version précédente. Cet exercice doit être
rédigé comme une note destinée à un responsable technique. L’apprenant doit justifier
chaque contrôle par un risque concret.

59. Étude de cas : système de recommandation

Une plateforme souhaite recommander des contenus à ses utilisateurs. L’AI Engineer
intègre le moteur dans l’application. Le Machine Learning Engineer construit le pipeline
de données et le modèle. Le MLOps Engineer automatise entraînement, déploiement et
surveillance. Les indicateurs doivent mesurer à la fois performance technique et
satisfaction utilisateur. Il faut également prévoir la diversité des recommandations et
éviter qu’un changement de modèle ne dégrade brutalement l’expérience.

60. Conclusion opérationnelle

Les trois métiers étudiés appartiennent à une même chaîne de valeur. L’AI Engineer
transforme les capacités de l’IA en fonctionnalités utiles. Le Machine Learning Engineer
transforme les expérimentations en modèles reproductibles et déployables. Le MLOps
Engineer rend le fonctionnement durable, observable et contrôlable. Dans une petite
équipe, ces responsabilités peuvent être assumées par quelques personnes polyvalentes ;
dans une grande organisation, elles peuvent devenir des spécialisations. Dans tous les
cas, la compétence fondamentale consiste à construire des systèmes fiables, utiles,
sécurisés et maintenables. L’apprenant doit désormais être capable de lire une
architecture, de répartir les responsabilités et de proposer un plan réaliste de mise en
production. Cette maîtrise constitue une base solide pour aborder les métiers techniques
de l’IA et les projets professionnels qui seront développés dans les modules suivants.

61. Mise en situation finale

Pour consolider les acquis, imaginez qu’une organisation souhaite lancer un assistant
intelligent utilisé par plusieurs centaines de collaborateurs. Le système doit répondre
aux questions, rechercher des informations internes et transmettre les demandes
complexes à un agent humain. Déterminez d’abord les responsabilités de l’AI Engineer, du
Machine Learning Engineer et du MLOps Engineer. Définissez ensuite les données
nécessaires, les contrôles de sécurité, les tests, les indicateurs de qualité et la
procédure de surveillance. Enfin, expliquez comment l’équipe pourrait réduire
progressivement les risques avant le déploiement général. Une réponse professionnelle
doit montrer que la réussite dépend autant de l’organisation et de la qualité des
contrôles que du choix du modèle.

62. Vérification des compétences acquises



L’apprenant doit maintenant pouvoir expliquer, avec ses propres exemples, pourquoi un
modèle performant en laboratoire peut échouer en production, pourquoi les données
doivent être versionnées et surveillées, et pourquoi une mise en production doit être
accompagnée de tests et d’un plan de retour arrière. Il doit également savoir relier
chaque métier à ses livrables et reconnaître les situations où une même personne peut
cumuler plusieurs fonctions. Cette capacité de diagnostic constitue l’un des meilleurs
indicateurs de compréhension professionnelle. Elle doit être démontrée par des analyses
concrètes, argumentées, reproductibles et adaptées aux contraintes réelles des
organisations.

63. Transition vers la suite de la formation

Les compétences techniques étudiées ici préparent directement l’étude des métiers de
l’IA générative, du prompt engineering, du traitement automatique du langage, de la
vision par ordinateur et de la robotique. Les modules suivants élargiront cette
perspective en montrant comment de nouvelles fonctions apparaissent autour des modèles
génératifs et des systèmes intelligents. L’objectif restera identique : comprendre les
responsabilités réelles, les compétences attendues et les conditions permettant de créer
une valeur professionnelle durable.


